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背景

Ian Goodfellow

模型

目标函数

作者 Ian Goodfellow 于2014年NIPS首次提出了GAN的概念



背景

Yann LeCun

Yann LeCun 是美国工程院院士
Facebook人工智能研究院院长

纽约大学Sliver教授
创立卷积神经网络

人工智能三巨头之一



背景

计算机视觉顶级会议（CVPR, ICCV, ECCV）
上，GAN已经超过LSTM，成为重要关键词。

论文数量

ArXiv上，每个月和GAN相关的论文数量

https://github.com/hindupuravinash/the-gan-zoo
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GAN案例

图像着色

用途：旧图像修复



GAN案例

图像超像素

https://github.com/JustinhoCHN/SRGAN_Wasserstein

用途：手机相机

超分辨率算法已经广泛的应用于我们的智能手机中



GAN案例

https://github.com/junyanz/CycleGAN

背景模糊



GAN案例

https://github.com/yunjey/stargan

人脸生成

用途：娱乐软件，抖音，美图等



GAN案例

人脸定制

https://github.com/SummitKwan/transparent_latent_gan



GAN案例

卡通头像生成

CariGANs: Unpaired Photo-to-Caricature Translation



GAN案例

文本生成图片

https://github.com/hanzhanggit/StackGAN



GAN案例

https://github.com/kaonashi-tyc/zi2zi

字体变换



GAN案例

https://github.com/junyanz/CycleGAN风格变换



GAN案例

https://github.com/shinseung428/GlobalLocalImageCompletion_TF

图像修复



GAN案例

https://github.com/dyelax/Adversarial_Video_Generation

帧预测
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GAN
生成模型和GAN

不严谨的定义：一个能够生成我们想要的数据的模型(图模型、函数、神经网络)。

生成模型

低维向量 高维数据
（图片、文本、语音）



GAN
生成模型和GAN

生成模型

不严谨的定义：一个能够生成我们想要的数据的模型(图模型、函数、神经网络)。

图像生成

生成模型

文本生成

低头思故乡
床前明月光
疑是地上霜

生成式对抗网络（GAN）的目的是训练这样一个生成模型，生成我们想要的数据。
生成式对抗网络中生成一词的由来。

生成模型

低维向量 高维数据
（图片、文本、语音）
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生成器
（全连接神经网络）
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GAN

cGAN

DCGAN

WGAN
WGAN-GP

简介

生成随机数

生成可控数据

生成器
（卷积神经网络）

使用卷积神经网络
更适合图片生成

重新设计目标函数
训练更稳定，生成数据质量更棒
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GAN

正版人民币
是红色的！

正版人民币有
精美的花纹！

正版人民币有
毛爷爷头像！

商贩

收到真币，出售商品
收到假币，不出售商品
目标：准确区分真假币

使用假币，购买商品
目标：制造逼真假币

罪犯

零和博弈

？？？

？？？

正版人民币

为什么罪犯制造的假币越来越逼真？
为什么GAN可以生成数据？



GAN

正版人民币
是红色的！

正版人民币有
精美的花纹！

正版人民币有
毛爷爷头像！

商贩

收到真币，出售商品
收到假币，不出售商品
目标：准确区分真假币

使用假币，购买商品
目标：制造逼真假币

罪犯

零和博弈

？？？

？？？

正版人民币

大家后面学习时请思考两个问题：
为什么罪犯制造的假币越来越真？

为什么GAN可以生成数据？



GAN
生成式对抗网络

GAN框架

。

GAN目标函数

GAN工作原理

随机噪声z：从一个先验分布（人为定义，一般是均匀分布或者正态分布）中随机采样的向量

真实样本x：从数据库中采样的样本； 合成样本G(z)：生成模型G输出的样本。

判别器(Discriminator)：区分真实(real)样本和虚假(fake)样本。对于真实样本，尽可能给
出高的评分1；对于虚假数据，尽可能给出低个评分0.

生成器(Generator)：欺骗判别器。生成虚假数据，使得判别器D能够尽可能给出高的评分1

等价于


 
1
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GAN
生成器

生成器

低维向量 数据
（图片、文本、语音）

（可以是一个NN，
或者其他函数）

生成器

生成器：生成数据



GAN
判别器

判别器

输入数据属于
真实数据的概率

数据
（图片、文本、语音）

（可以是一个NN，
或者其他函数）

判别器 1 判别器 1

判别器 0.1 判别器 0.1

以图像为例

真实图片 真实图片

生成图片 生成图片

判别器：区分真样本和假样本



GAN

等价于

GAN

【核心思想】判别器：区分真假样本；生成器：欺骗判别器

目标函数



GAN

正版人民币
是红色的！

正版人民币有
精美的花纹！

正版人民币有
毛爷爷头像！

博弈

？？？

正版人民币

生成器
罪犯

判别器
商贩

合成数据

？？？

真实数据

更新生成器

更新判别器

收到真币，出售商品
收到假币，不出售商品
目标：准确区分真假币

区分真假数据

使用假币，购买商品
目标：制造逼真假币

欺骗判别器

对抗训练



GAN

生成器1.0

判别器1.0

生成器2.0 生成器3.0

判别器2.0 判别器3.0

合成
图像

对抗训练

真实图像

生成器和判别器之间存在对抗的关系，这也是生成式对抗网络中对抗一词的由来

非二值 彩色
对比度高



GAN
训练算法

【核心思想】判别器：区分真假样本；生成器：欺骗判别器



GAN
训练算法

步骤1：固定生成器G，训练判别器D区分真实图像与合成图像。

赋予真实图像高分，赋予合成图像低分

1. 随机初始化生成器和判别器 生成器

2. 交替训练判别器D 和 生成器 G，直到收敛

判别器

【核心思想】判别器：区分真假样本；生成器：欺骗判别器



GAN
训练算法

步骤1：固定生成器G，训练判别器D区分真实图像与合成图像。

赋予真实图像高分，赋予合成图像低分

生成器
（固定的、不需要更新）

判别器
（不固定，需要更新）

从数据库中
随机采样的
真实图像

合成图像

0.9

0.1

请思考：如何训练呢？

1. 随机初始化生成器和判别器 生成器

2. 交替训练判别器D 和 生成器 G，直到收敛

判别器

1 1 1 1 1

0 0 0 0 0

【核心思想】判别器：区分真假样本；生成器：欺骗判别器

从先验分布中采样随机噪声



GAN
训练算法

步骤1：固定生成器G，训练判别器D区分真实图像与合成图像。

赋予真实图像高分，赋予合成图像低分

判别器
（不固定，需要更新）

从数据库中
随机采样的
真实图像

合成图像

0.9

0.1

生成器不需要更新，只要不断生成数据就行

只需要用正常的方式训练一个两类别的分类器！

1. 随机初始化生成器和判别器 生成器

2. 交替训练判别器D 和 生成器 G，直到收敛

判别器

1 1 1 1 1

0 0 0 0 0

【核心思想】判别器：区分真假样本；生成器：欺骗判别器



GAN
训练算法

步骤2：固定判别器D，训练生成器G欺骗判别器D。
更新生成器的参数，使其合成的图片被生成器D赋予高分。

【核心思想】判别器：区分真假样本；生成器：欺骗判别器

判别器1. 随机初始化生成器和判别器 生成器

2. 交替训练判别器D 和 生成器 G，直到收敛



GAN
训练算法

步骤2：固定判别器D，训练生成器G欺骗判别器D。
更新生成器的参数，使其合成的图片被生成器D赋予高分。

生成器
（不固定的，需要更新）

判别器
（固定的，不需要更新） 0

【核心思想】判别器：区分真假样本；生成器：欺骗判别器

判别器

从先验分布中随机采样噪声

1. 随机初始化生成器和判别器 生成器

2. 交替训练判别器D 和 生成器 G，直到收敛

请思考：如何优化生成器呢？



GAN
训练算法

步骤2：固定判别器D，训练生成器G欺骗判别器D。
更新生成器的参数，使其合成的图片被生成器D赋予高分。

生成器
（不固定的，需要更新）

判别器
（固定的，不需要更新） 0

【核心思想】判别器：区分真假样本；生成器：欺骗判别器

判别器

从先验分布中随机采样噪声

1. 随机初始化生成器和判别器 生成器

2. 交替训练判别器D 和 生成器 G，直到收敛

看成输入数据

可以反传梯度



GAN
实验结果

1 EPOCH 5 EPOCH 10 EPOCH

20 EPOCH 50 EPOCH 200 EPOCH

代码演示



GAN

准备工作
定义网络结构：判别器和生成器的网络结构
定义目标函数：根据预测标签和真实标签，计算损失
定义优化器：优化器，自动计算梯度并优化网络权重
数据加载：加载数据集

classGenerator(nn.Module):

'''全连接生成器，用于1x28x28的MNIST数据'''

definit (self, z_dim):  super(Generator, 

self). init ()

layers=[]

# 第一层

layers.append(nn.Linear(in_features=z_dim, out_features=128))  

layers.append(nn.LeakyReLU(0.2, inplace=True))

# 第二层

layers.append(nn.Linear(in_features=128, out_features=256))  

layers.append(nn.BatchNorm1d(256, 0.8))  

layers.append(nn.LeakyReLU(0.2, inplace=True))

# 第三层

layers.append(nn.Linear(in_features=256, out_features=512))  

layers.append(nn.BatchNorm1d(512, 0.8))  

layers.append(nn.LeakyReLU(0.2, inplace=True))

# 输出层

layers.append(nn.Linear(in_features=512, out_features=28*28))  

layers.append(nn.Tanh())

self.model = nn.Sequential(*layers)  

def forward(self,z):

x = self.model(z)

x = x.view(-1, 1, 28,28)  

return x

#初始化二值交叉熵损失

bce = torch.nn.BCELoss().to(gpu)

ones = torch.ones(batch_size).to(gpu)  

zeros = torch.zeros(batch_size).to(gpu)

#初始化优化器，使用Adam优化器

g_optimizer = optim.Adam(generator.parameters(), lr=learning_rate, betas=[0.5, 0.999])  

d_optimizer = optim.Adam(discriminator.parameters(), lr=learning_rate, betas=[0.5,0.999])

#加载MNIST数据集

transform = transforms.Compose([transforms.ToTensor(), transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))])  dataset 

= torchvision.datasets.MNIST(root='data/', train=True, transform=transform,download=True)

dataloader = torch.utils.data.DataLoader(dataset, batch_size=batch_size, shuffle=True,drop_last=True)

# 随 机 产 生 1 0 0 个 向 量 ， 用 于 生 成 效 果 图

f i x e d _ z  =  t o r c h . r a n d n ( [ 1 0 0 , z _ d i m ] ) . t o ( g p u )

# 开 始 训 练 ， 一 共 训 练 t o t a l _ e p o c h s

f o r  e p o c h  i n x r a n g e ( t o t a l _ e p o c h s ) :

#  在 训 练 阶 段 ， 把 生 成 器 设 置 为 训 练 模 式 ； 对 应 于 后 面 的 ， 在 测 试 阶 段 ， 把 生 成 器 设 置 为 测 试 模 式

g e n e r a t o r  = g e n e r a t o r . t r a i n ( )

# 训 练 一 个 e p o c h

f o r  i ,  d a t a  i n e n u m e r a t e ( d a t a l o a d e r ) :

# 加 载 真 实 数 据 ， 不 加 载 标 签

r e a l _ i m a g e s ,  _  = d a t a

r e a l _ i m a g e s  = r e a l _ i m a g e s . t o ( g p u )

# 从 正 态 分 布 中 采 样 b a t c h _ s i z e 个 噪 声 ， 然 后 生 成 对 应 的 图 片

z  =  t o r c h . r a n d n ( [ b a t c h _ s i z e ,  z _ d i m ] ) . t o ( g p u )   

f a k e _ i m a g e s  = g e n e r a t o r ( z )

# 计 算 判 别 器 损 失 ， 并 优 化 判 别 器

r e a l _ l o s s  =  b c e ( d i s c r i m i n a t o r ( r e a l _ i m a g e s ) , o n e s )

f a k e _ l o s s  =  b c e ( d i s c r i m i n a t o r ( f a k e _ i m a g e s . d e t a c h ( ) ) ,  z e r o s )   

d _ l o s s  =  r e a l _ l o s s  + f a k e _ l o s s

d _ o p t i m i z e r . z e r o _ g r a d ( )   

d _ l o s s . b a c k w a r d ( )   

d _ o p t i m i z e r . s t e p ( )

# 计 算 生 成 器 损 失 ， 并 优 化 生 成 器

g _ l o s s  =  b c e ( d i s c r i m i n a t o r ( f a k e _ i m a g e s ) , o n e s )

g _ o p t i m i z e r . z e r o _ g r a d ( )   

g _ l o s s . b a c k w a r d ( )   

g _ o p t i m i z e r . s t e p ( )

# 输 出 损 失

p r i n t  ( " [ E p o c h  % d / % d ]  [ B a t c h  % d / % d ]  [ D  l o s s :  % f ]  [ G  l o s s :  % f ] "  %  ( e p o c h ,  t o t a l _ e p o c h s ,  i ,  l e n ( d a t a l o a d e r ) ,  d _ l o s s . i t e m ( ) , g _ l o s s . i t e m ( ) ) )

# 把 生 成 器 设 置 为 测 试 模 型 ， 生 成 效 果 图 并 保 存

g e n e r a t o r  =  g e n e r a t o r . e v a l ( )   

f i x e d _ f a k e _ i m a g e s  = g e n e r a t o r ( f i x e d _ z )

s a v e _ i m a g e ( f i x e d _ f a k e _ i m a g e s ,  ' g a n _ i m a g e s / { } . p n g '  . f o r m a t ( e p o c h ) ,  n r o w = 1 0 , n o r m a l i z e = T r u e )

class Discriminator(nn.Module):

'''全连接判别器，用于1x28x28的MNIST数据'''

definit(self):

super(Discriminator, self). init ()

layers = []

#第一层

layers.append(nn.Linear(in_features=28*28, out_features=512, bias=True))  

layers.append(nn.LeakyReLU(0.2,inplace=True))

#第二层

layers.append(nn.Linear(in_features=512, out_features=256, bias=True))  

layers.append(nn.LeakyReLU(0.2,inplace=True))

#输出层

layers.append(nn.Linear(in_features=256, out_features=1, bias=True))  

layers.append(nn.Sigmoid())

self.model = nn.Sequential(*layers)

def forward(self,x):

x = x.view(x.size(0), -1)  

validity = self.model(x)  

return validity

判别器

训练直到收敛
加载数据

提取一个batch的真实数据
生成一个batch的虚假数据

计算损失并优化模型
计算判别器损失，并优化判别器
计算生成器损失，并优化生成器

生成器 其他准备工作

训练过程

Pytorch实现GAN



GAN
生成式对抗网络

GAN框架

GAN工作原理

判别器(Discriminator)：区分真实(real)数据和虚假(fake)数据。对于真实数据，尽可能给
出高的评分1；对于虚假数据，尽可能给出低个评分0.

生成器(Generator)：生成虚假数据，使得判别器D能够尽可能给出高的评分1。

GAN目标函数



KL散度：一种衡量两个概率分布的匹配程度的指标

JS散度：

KL散度具有非负性（吉布斯不等式）：

已知

JS散度具有 非负性、以及对称性

KL散度和JS散度

GAN

对于连续样本

对于离散样本

当且P1=P2的时候，KL散度为零

数据分布：可以简单理解为点的密度

数据分布更近

KL散度不对称



GAN

图像空间

真实数据分布

数据分布

生成模型其实就是在学习（找到）数据的分布

每一个图片都是高维空间中的一个点

在真实分布内的点（图片）更真实
不在真实分布内的点（图片）更假
而且距离越远越假



GAN
极大似然估计

我们有一个真实数据分布Pdata(x)（不知道他的表达形式，但是可以从中采样）

我们还有一个由参数θ定义的数据分布PG(x,θ)

我们的目的是，找到这样的参数，使得PG(x,θ)和Pdata(x)接近

例如PG(x,θ)是高斯混合模型，那么θ就是均值和方差

极大似然估计

从数据集中采样m的真实样本{x1 ,x2, ..., xm}  

我们可以计算PG(xi,θ)

通过最大化L，找到最优的θ*  

PG(x,θ*)就是我们学习到的数据分布



GAN
极大似然估计=最小化KL

极大似然估计 等价于 最小化生成数据分布和真实分布的KL散度。
其中KL散度是两个分布的距离度量。

很多数据分布并不符合高斯分布的假设。

我们需要一个更通用的生成模型



GAN

很多情况下，假设数据符合高斯分布是不合理的，数据分布
是无法用公式显示的写出来的
因此用高斯模型去拟合数据分布，生成的结果总是不令人们
以

我们需要一个更通用的生成模型，可以拟合任意数据分布

极大似然估计=最小化KL

？
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神经网络
（生成器）

越近越好

一个神经网络可以学习任意复杂数据分布

生成器

数据来自任意先验分布
（均匀分布，正态分布）

生成数据分布 真实数据分布

通过最小化生成数据分布PG 和 真实数据分布Pdata 的KL散度，就可以求出最优的生成器



GAN

神经网络
（生成器）

越近越好

一个神经网络可以学习任意复杂数据分布

生成器

数据来自任意先验分布
（均匀分布，正态分布）

生成数据分布 真实数据分布

通过最小化生成数据分布PG 和 真实数据分布Pdata 的KL散度，就可以求出最优的生成器

但是，生成数据和真实数据分布的形式我们不知道，
无法计算散度，无法优化生成器！



GAN

神经网络
（生成器）

越近越好

一个神经网络可以学习任意复杂数据分布

生成器

数据来自任意先验分布
（均匀分布，正态分布）

生成数据分布 真实数据分布

通过最小化生成数据分布PG 和 真实数据分布Pdata 的KL散度，就可以求出最优的生成器

GAN通过对抗训练，间接计算出JS散度，使得模型可以优化！



生成图片比较逼真

生成图片并非简单记忆数据库中的图片

GAN
实验结果
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cGAN
条件生成
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我们有一堆真实图片

用GAN学习之后可以生成逼真的图片

实际应用中的问题：无法控制生成的类别！
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条件生成

生成器
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我们有一堆真实图片

用GAN学习之后可以生成逼真的图片

为什么要控制生成数据的类别呢？

很多有意义的任务都需要学习条件生成模型！

X X条件 条件

条件生成
非常重要！！



cGAN

首先要有类别标签 猫

蝴蝶

狗 气泡

条件生成
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首先要有类别标签 猫

狗

蝴蝶
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cGAN

首先要有类别标签 猫

狗

蝴蝶

气泡
生成器
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0.3

除了输入随机向量，还要数据类别

0.1 0.2 0.3 0.4

       

狐狸 气泡 蝴蝶 狗

狗 气泡

条件生成

很难刚好生成对应类别的数据！

很可能类别完全不对应！
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判别器
假 假 假 假
真 真 真 真

条件生成

判别器：区分真假样本
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判别器
假 假 假 假
真 真 真 真

生成器：欺骗判别器

生成器
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条件生成

判别器：区分真假样本
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判别器
假 假 假 假
真 真 真 真

生成器：欺骗判别器
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条件生成

判别器：区分真假样本

条件生成器：欺骗判别器
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判别器
假 假 假 假
真 真 真 真

生成器：欺骗判别器
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条件生成

判别器：区分真假样本

条件生成器：欺骗判别器
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判别器
假 假 假 假
真 真 真 真

生成器：欺骗判别器

生成器
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欺骗成功

条件生成

判别器：区分真假样本

条件生成器：欺骗判别器

大家请思考，问题出在哪呢？
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判别器
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改进判别器

判别器：区分真假样本
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判别器
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判别器
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cGAN

网络结构

Improved CGAN 目标函数：

CGAN 目标函数：



GAN

判别器
（固定的，不需要更新）

0.1

判别器 1（ ，7）

真实图片

判别器 0（ ，9）

合成图片
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合成图片
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cGAN
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优化判别器

优化生成器
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判别器
（固定的，不需要更新）
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真实图片

判别器 0（ ，9）

合成图片

（ ，9）
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实验结果

GAN

CGAN

Improved  
CGAN

演示代码



cGAN
Pytorch实现cGAN

准备工作
定义网络结构：判别器和生成器的网络结构
定义目标函数：根据预测标签和真实标签，计算损失
定义优化器：优化器，自动计算梯度并优化网络权重
数据加载：加载数据集

加载数据
提取一个batch的真实数据
生成一个bathc的虚假数据

计算损失并优化模型
计算判别器损失，并优化判别器
计算生成器损失，并优化生成器

class Discriminator(nn.Module):

'''全连接判别器，用于1x28x28的MNIST数据'''

definit(self):

super(Discriminator, self).init()

layers = []

#第一层

layers.append(nn.Linear(in_features=28*28, out_features=512, bias=True))  

layers.append(nn.LeakyReLU(0.2,inplace=True))

#第二层

layers.append(nn.Linear(in_features=512, out_features=256, bias=True))  

layers.append(nn.LeakyReLU(0.2,inplace=True))

#输出层

layers.append(nn.Linear(in_features=256, out_features=1, bias=True))  

layers.append(nn.Sigmoid())

self.model = nn.Sequential(*layers)

defforward(self,x):

x = x.view(x.size(0), -1)

validity = self.model(x)

returnvalidity

判别器GAN

训练直到收敛

classDiscriminator(nn.Module):

'''全连接判别器，用于1x28x28的MNIST数据,输出是数据和类别'''

def init(self):

super(Discriminator, self). init()

layers = []

# 第一层

layers.append(nn.Linear(in_features=28*28+10, out_features=512, bias=True))  

layers.append(nn.LeakyReLU(0.2, inplace=True))

#第二层

layers.append(nn.Linear(in_features=512, out_features=256, bias=True))  

layers.append(nn.LeakyReLU(0.2, inplace=True))

#输出层

layers.append(nn.Linear(in_features=256, out_features=1, bias=True))  

layers.append(nn.Sigmoid())

self.model = nn.Sequential(*layers)  

defforward(self, x,c):

x = x.view(x.size(0), -1)

validity = self.model(torch.cat([x, c], -1))  

returnvalidity

判别器cGAN

classGenerator(nn.Module):

'''全连接生成器，用于1x28x28的MNIST数据'''

definit(self, z_dim):  super(Generator, 

self). init ()

layers= []

# 第一层

layers.append(nn.Linear(in_features=z_dim, out_features=128))  

layers.append(nn.LeakyReLU(0.2,inplace=True))

#第二层

layers.append(nn.Linear(in_features=128, out_features=256))  

layers.append(nn.BatchNorm1d(256, 0.8))  

layers.append(nn.LeakyReLU(0.2,inplace=True))

#第三层

layers.append(nn.Linear(in_features=256, out_features=512))  

layers.append(nn.BatchNorm1d(512, 0.8))  

layers.append(nn.LeakyReLU(0.2,inplace=True))

#输出层

layers.append(nn.Linear(in_features=512, out_features=28*28))  

layers.append(nn.Tanh())

self.model = nn.Sequential(*layers)  

def forward(self,z):

x = self.model(z)

x = x.view(-1, 1, 28, 28)  

return x

生成器GAN

classGenerator(nn.Module):

'''全连接生成器，用于1x28x28的MNIST数据，输入是噪声和类别'''

definit(self, z_dim):  super(Generator, 

self). init ()

layers = []

#第一层

layers.append(nn.Linear(in_features=z_dim+10, out_features=128))  

layers.append(nn.LeakyReLU(0.2, inplace=True))

#第二层

layers.append(nn.Linear(in_features=128, out_features=256))  

layers.append(nn.BatchNorm1d(256, 0.8))  

layers.append(nn.LeakyReLU(0.2, inplace=True))

#第三层

layers.append(nn.Linear(in_features=256, out_features=512))  

layers.append(nn.BatchNorm1d(512, 0.8))  

layers.append(nn.LeakyReLU(0.2, inplace=True))

#输出层

layers.append(nn.Linear(in_features=512, out_features=28*28))  

layers.append(nn.Tanh())

self.model = nn.Sequential(*layers)  

def forward(self, z,c):

x = self.model(torch.cat([z, c], dim=1)) x 

= x.view(-1, 1, 28,28)

returnx

#初始化二值交叉熵损失

bce = torch.nn.BCELoss().to(gpu)

ones = torch.ones(batch_size).to(gpu)  

zeros =torch.zeros(batch_size).to(gpu)

#初始化优化器，使用Adam优化器

g_optimizer = optim.Adam(generator.parameters(), lr=learning_rate, betas=[0.5, 0.999])  

d_optimizer = optim.Adam(discriminator.parameters(), lr=learning_rate, betas=[0.5,0.999])

#加载MNIST数据集

transform = transforms.Compose([transforms.ToTensor(), transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))])  

dataset = torchvision.datasets.MNIST(root='data/', train=True, transform=transform,download=True)

dataloader = torch.utils.data.DataLoader(dataset, batch_size=batch_size, shuffle=True,drop_last=True)

生成器cGAN 其他准备工作

# 用 于 生 成 效 果 图
# 生 成 1 0 0 个 o n e _ h o t 向 量 ， 每 类 1 0 个

f i x e d _ c  =  t o r c h . F l o a t T e n s o r ( 1 0 0 , 1 0 ) . z e r o _ ( )

f i x e d _ c  =  f i x e d _ c . s c a t t e r _ ( d i m = 1 ,  i n d e x = t o r c h . L o n g T e n s o r ( n p . a r r a y ( r a n g e ( 0 , 1 0 ) * 1 0 ) . r e s h a p e ( [ 1 0 0 ,  1 ] ) ) , v a l u e = 1 )

f i x e d _ c  = f i x e d _ c . t o ( g p u )

# 生 成 1 0 0 个 随 机 噪 声 向 量

f i x e d _ z  =  t o r c h . r a n d n ( [ 1 0 0 ,  z _ d i m ] ) . t o ( g p u )

# 开 始 训 练 ， 一 共 训 练 t o t a l _ e p o c h s

f o r e p o c h i n x r a n g e ( t o t a l _ e p o c h s ) :

# 在 训 练 阶 段 ， 把 生 成 器 设 置 为 训 练 模 式 ； 对 应 于 后 面 的 ， 在 测 试 阶 段 ， 把 生 成 器 设 置 为 测 试 模 式

g e n e r a t o r  = g e n e r a t o r . t r a i n ( )

# 训 练 一 个 e p o c h

f o r i , d a t a  i n e n u m e r a t e ( d a t a l o a d e r ) :

# 加 载 真 实 数 据

r e a l _ i m a g e s ,  r e a l _ l a b e l s  = d a t a

r e a l _ i m a g e s  = r e a l _ i m a g e s . t o ( g p u )

# 把 对 应 的 标 签 转 化 成 o n e - h o t  类 型

t m p  =  t o r c h . F l o a t T e n s o r ( r e a l _ l a b e l s . s i z e ( 0 ) , 1 0 ) . z e r o _ ( )

r e a l _ l a b e l s  =  t m p . s c a t t e r _ ( d i m = 1 ,  i n d e x = t o r c h . L o n g T e n s o r ( r e a l _ l a b e l s . v i e w (  - 1 ,  1 ) ) , v a l u e = 1 )

r e a l _ l a b e l s  = r e a l _ l a b e l s . t o ( g p u )

# 生 成 数 据
# 用 正 态 分 布 中 采 样 b a t c h _ s i z e 个 随 机 噪 声

z  =  t o r c h . r a n d n ( [ b a t c h _ s i z e ,  z _ d i m ] ) . t o ( g p u )

# 生 成 b a t c h _ s i z e  个 o n t - h o t  标 签

c  =  t o r c h . F l o a t T e n s o r ( b a t c h _ s i z e , 1 0 ) . z e r o _ ( )

c  =  c . s c a t t e r _ ( d i m = 1 ,  i n d e x = t o r c h . L o n g T e n s o r ( n p . r a n d o m . c h o i c e ( 1 0 ,  b a t c h _ s i z e ) . r e s h a p e ( [ b a t c h _ s i z e ,  1 ] ) ) , v a l u e = 1 )

c  = c . t o ( g p u )

# 生 成 数 据

f a k e _ i m a g e s  = g e n e r a t o r ( z , c )

# 计 算 判 别 器 损 失 ， 并 优 化 判 别 器
r e a l _ l o s s = b c e ( d i s c r i m i n a t o r ( r e a l _ i m a g e s , r e a l _ l a b e l s ) , o n e s )

f a k e _ l o s s = b c e ( d i s c r i m i n a t o r ( f a k e _ i m a g e s . d e t a c h ( ) , c ) , z e r o s )

d _ l o s s = r e a l _ l o s s + f a k e _ l o s s

d _ o p t i m i z e r . z e r o _ g r a d ( )   

d _ l o s s . b a c k w a r d ( )   

d _ o p t i m i z e r . s t e p ( )

# 计 算 生 成 器 损 失 ， 并 优 化 生 成 器

g _ l o s s  =  b c e ( d i s c r i m i n a t o r ( f a k e _ i m a g e s ,  c ) , o n e s )

g _ o p t i m i z e r . z e r o _ g r a d ( )   

g _ l o s s . b a c k w a r d ( )   

g _ o p t i m i z e r . s t e p ( )

# 输 出 损 失

p r i n t ( " [ E p o c h % d / % d ] [ B a t c h % d / % d ] [ D l o s s : % f ] [ G l o s s : % f ] " % ( e p o c h , t o t a l _ e p o c h s , i , l e n ( d a t a l o a d e r ) , d _ l o s s . i t e m ( ) , g _ l o s s . i t e m ( ) ) )

# 把 生 成 器 设 置 为 测 试 模 型 ， 生 成 效 果 图 并 保 存

g e n e r a t o r  = g e n e r a t o r . e v a l ( )

f i x e d _ f a k e _ i m a g e s  =  g e n e r a t o r ( f i x e d _ z , f i x e d _ c )
s a v e _ i m a g e ( f i x e d _ f a k e _ i m a g e s , ' c g a n _ i m a g e s / { } . p n g ' . f o r m a t ( e p o c h ) , n r o w = 1 0 , n o r m a l i z e = T r u e )

训练过程
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DCGAN

原始GAN，使用全连接网络作为判别器和生成器

不利于建模图像信息

参数量大，需要大量的计算资源，难以优化

DCGAN，使用卷积神经网络作为判别器和生成器

通过大量的工程实践，经验性地提出一系列的网络结构和优化策略，来有效的建模图像数据

DCGAN



DCGAN

灰色：Padding
橘色：FeatureMap
蓝色：Kernel

橘色：FeatureMap
蓝色：Pooling 橘色：FeatureMap

通过Pooling下采样，Pooling是不可学习的，
这可能造成GAN训练困难

使用滑动卷积（Stride Convolution）
所有参数都可学习
实验发现效果更好

判别器：滑动卷积



DCGAN

通过插值法上采样，
插值方法是固定的，不可学习的，
这可能给训练造成困难

使用滑动反卷积所有参数都可学习
实验发现效果更好

生成器：滑动反卷积

通过插值
上采样

比如：线性插值
灰色：Padding
橘色：Feature Map
蓝色：Kernel



DCGAN
批归一化

IID独立同分布假设，就是假设训练数据和测试数据是满足
相同分布的，这 是通过训练数据获得的模型能够在测试集
获得好的效果的一个基本保障

BatchNorm就是在深度神经网络训练过程中使得每一层神
经网络的输入保持相同分布的

优势：
加速神经网络收敛
减小神经网络参数对于初始化的依赖

实验发现效果更好~



DCGAN
激活函数

Relu可以缓解梯度消失
PRelu是Relu的改进版本，当X<0时仍然可以提供梯度



网络结构（判别器）

◼ 使用滑动卷积（strided convolution）

◼ 除了输入层，全部使用批归一化

◼ 使用 Leaky ReLu 激活函数

◼ 除了最后一层，不使用全连接层

◼ 使用 fractional strided convolution

◼ 除了输出层，全部使用批归一化

◼ 使用 ReLu 激活函数，最后一层使用tanh激活函数

DCGAN

滑动卷积、滑动翻卷机：使得判别器和生成器可以学习自己的上采样和下采样策略

批归一化（Batch Normalization）：训练更稳定

Tanh激活函数：更快的学习到真实数据的颜色空间

训练策略

◼ 数据预处理：所有输入数据归一化到[-1,1]

◼ 激活函数：Leaky Relu的斜率设置为0.2

◼ 初始化：使用均值为0，标准差为0.02的正态分布初始化网络参数

◼ 优化器：使用Adam优化器，学习率为0.0002，beta1=0.5，beta2=0.999

网络结构（生成器）

DCGAN



DCGAN

GAN

1 Epoch 5 Epoch 10 Epoch 20 Epoch 50 Epoch

1 Epoch 2 Epoch 5 Epoch 10 Epoch 20 Epoch

DCGAN

实验结果



DCGAN
Pytorch实现DCGAN

准备工作
定义网络结构：判别器和生成器的网络结构
定义目标函数：根据预测标签和真实标签，计算损失
定义优化器：优化器，自动计算梯度并优化网络权重
数据加载：加载数据集

c l a s s D i scriminator(nn.Module):

' ' '滑 动 卷 积 判 别 器 ' ''

d e f   i n it ( s e l f ):

s u p e r(D iscr imin ator , s e l f ). i n it ( )

# 定 义 卷 积 层

c o n v  = [ ]

# 第 一 个 滑 动 卷 积 层 ， 使 用 B N， L R e l u激 活 函 数

c o n v .ap pend (nn. Conv 2d( i n_ch anne ls =1 , o u t _ ch anne ls =1 6, k e r n e l_si ze =3 , s t r i de =2, p a d d ing = 1))  

c o n v .ap pend (nn. Leak yReL U( 0. 2, i n p l ac e =Tr ue ))

# 第 二 个 滑 动 卷 积 层 ， 包 含 B N， L R e l u激 活 函 数

c o n v .ap pend (nn. Conv 2d( i n_ch anne ls =1 6, o u t _ c hann els = 32, k e r n el_s ize = 3, s t r i d e=2,  p a d d ing =1))   

c o nv.append(nn.BatchNorm2d(32))

c o n v .ap pend (nn. Leak yReL U( 0. 2, i n p l ac e =Tr ue ))

# 第 三 个 滑 动 卷 积 层 ， 包 含 B N， L R e l u激 活 函 数

c o n v .ap pend (nn. Conv 2d( i n_ch anne ls =3 2, o u t _ c hann els = 64, k e r n el_s ize = 3, s t r i d e=2,  p a d d ing =1))   

c o nv.append(nn.BatchNorm2d(64))

c o n v .ap pend (nn. Leak yReL U( 0. 2, i n p l ac e =Tr ue ))

# 第 四 个 滑 动 卷 积 层 ， 包 含 B N， L R e l u激 活 函 数

c o n v .ap pend (nn. Conv 2d( i n_ch anne ls =6 4, o u t _ c hann els = 128,  k e r n el_ size =4, s t r i de =1 ))  

c o nv.append(nn.BatchNorm2d(128))

c o n v .ap pend (nn. Leak yReL U( 0. 2, i n p l ac e =Tr ue ))

# 卷 积 层

s e l f .co nv =  n n .Sequential(*conv)

# 全 连 接 层 + S i g moid激 活 函 数

s e l f .li near  =  n n . S e quen tial (nn. Line ar( i n_fe atur es =1 28, o u t _ feat ures =1), n n .Sigmoid())

d e f   f o r w ar d( se lf, x ):

x  = s e l f .c onv( x)

x = x.v iew( x .si ze( 0 ), - 1)

va lidi ty = self.linear(x)

r e t u r n v a lidity

c l a s s Generator(nn.Module):

'''反滑动卷积生成器'''

def init (self, z_dim):  

super(Generator, self). init ()

self.z_dim = z_dim  

layers = []

#第一层：把输入线性变换成256x4x4的矩阵，并在这个基础上做反卷机操作

self.linear = nn.Linear(self.z_dim, 4*4*256)

#第二层：bn+relu

layers.append(nn.ConvTranspose2d(in_channels=256, out_channels=128, kernel_size=3, stride=2, padding=0))  

layers.append(nn.BatchNorm2d(128))

layers.append(nn.ReLU(inplace=True))

#第三层：bn+relu

layers.append(nn.ConvTranspose2d(in_channels=128, out_channels=64, kernel_size=3, stride=2, padding=1))  

layers.append(nn.BatchNorm2d(64))

layers.append(nn.ReLU(inplace=True))

#第四层:不使用BN，使用tanh激活函数

layers.append(nn.ConvTranspose2d(in_channels=64, out_channels=1, kernel_size=4, stride=2, padding=2))  

layers.append(nn.Tanh())

self.model = nn.Sequential(*layers)  

def forward(self, z):

#把随机噪声经过线性变换，resize成256x4x4的大小

x = self.linear(z)

x = x.view([x.size(0), 256, 4, 4])

#生成图片

x = self.model(x)  

r e t u r n x

# 初始化构建判别器和生成器

discriminator = Discriminator().to(gpu)  

generator = Generator(z_dim=z_dim).to(gpu)

# 初始化二值交叉熵损失

bce = torch.nn.BCELoss().to(gpu)

ones = torch.ones(batch_size).to(gpu)  

zeros = torch.zeros(batch_size).to(gpu)

# 初始化优化器，使用Adam优化器

g_optimizer = optim.Adam(generator.parameters(), lr=learning_rate, betas=[0.5, 0.999])  

d_optimizer = optim.Adam(discriminator.parameters(), lr=learning_rate, betas=[0.5, 0.999])

# 加载MNIST数据集

transform = transforms.Compose([transforms.Resize(32), transforms.ToTensor(),  

transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))])

dataset = torchvision.datasets.MNIST(root='data/', train=True, transform=transform, download=True)  

dataloader = torch.utils.data.DataLoader(dataset, batch_size=batch_size, shuffle=True,  drop_last=True)

# 随 机 产 生 1 0 0 个 向 量 ， 用 于 生 成 效 果 图

f i x e d _ z  =  t o r c h . r a n d n ( [ 1 0 0 , z _ d i m ] ) . t o ( g p u )

# 开 始 训 练 ， 一 共 训 练 t o t a l _ e p o c h s

f o r  e p o c h  i n  x r a n g e ( t o t a l _ e p o c h s ) :

# 在 训 练 阶 段 ， 把 生 成 器 设 置 为 训 练 模 型 ； 对 应 于 后 面 的 ， 在 测 试 阶 段 ， 把 生 成 器 设 置 为 测 试 模 型

g e n e r a t o r  = g e n e r a t o r . t r a i n ( )

# 训 练 一 个 e p o c h

f o r  i ,  d a t a  i n e n u m e r a t e ( d a t a l o a d e r ) :

# 加 载 真 实 数 据 ， 不 加 载 标 签

r e a l _ i m a g e s ,  _  = d a t a

r e a l _ i m a g e s  = r e a l _ i m a g e s . t o ( g p u )

# 用 正 态 分 布 中 采 样 b a t c h _ s i z e 个 噪 声 ， 然 后 生 成 对 应 的 图 片
z  =  t o r c h . r a n d n ( [ b a t c h _ s i z e ,  z _ d i m ] ) . t o ( g p u )   

f a k e _ i m a g e s  = g e n e r a t o r ( z )

# 计 算 判 别 器 损 失 ， 并 优 化 判 别 器

r e a l _ l o s s  =  b c e ( d i s c r i m i n a t o r ( r e a l _ i m a g e s ) , o n e s )

f a k e _ l o s s  =  b c e ( d i s c r i m i n a t o r ( f a k e _ i m a g e s . d e t a c h ( ) ) ,  z e r o s )   

d _ l o s s  =  r e a l _ l o s s  + f a k e _ l o s s

d _ o p t i m i z e r . z e r o _ g r a d ( )   

d _ l o s s . b a c k w a r d ( )   

d _ o p t i m i z e r . s t e p ( )

# 计 算 生 成 器 损 失 ， 并 优 化 生 成 器

g _ l o s s  =  b c e ( d i s c r i m i n a t o r ( f a k e _ i m a g e s ) , o n e s )

g _ o p t i m i z e r . z e r o _ g r a d ( )   

g _ l o s s . b a c k w a r d ( )   

g _ o p t i m i z e r . s t e p ( )

# 输 出 损 失
p r i n t  ( " [ E p o c h  % d / % d ]  [ B a t c h  % d / % d ]  [ D  l o s s :  % f ]  [ G  l o s s :  % f ] "  %  ( e p o c h ,  t o t a l _ e p o c h s ,  i ,  l e n ( d a t a l o a d e r ) ,  d _ l o s s . i t e m ( ) ,   

g _ l o s s . i t e m ( ) ) )

# 把 生 成 器 设 置 为 测 试 模 型 ， 生 成 效 果 图 并 保 存
g e n e r a t o r  =  g e n e r a t o r . e v a l ( )   

f i x e d _ f a k e _ i m a g e s  = g e n e r a t o r ( f i x e d _ z )

s a v e _ i m a g e ( f i x e d _ f a k e _ i m a g e s ,  ' d c g a n _ i m a g e s / { } . p n g '  . f o r m a t ( e p o c h ) ,  n r o w = 1 0 , n o r m a l i z e = T r u e )

判别器

训练直到收敛
加载数据

提取一个batch的真实数据
生成一个bathc的虚假数据

计算损失并优化模型
计算判别器损失，并优化判别器
计算生成器损失，并优化生成器

生成器 其他准备工作

训练过程
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生成式对抗网络的目标函数

WGAN
回顾原始 GAN

GAN框架

博弈角度：判别器D 区分真假样本；生成器G 合成真实样本；（罪犯和商贩的例子）

理论分析：优化GAN等于最小化JS散度。

等价于



WGAN

GAN CGAN Improved CGAN

GAN、cGAN



WGAN
原始 GAN 存在的问题

训练困难：生成器无法生成想
要的数据

模式崩塌：生成器无法学习到完整
的数据分布



JS散度：

当

贡献等于常数 log2，但是梯度等于零

时：

分析任意一个点x对JS散度的贡献：

当 时：

JS(P1||P2)=0, 对计算JS散度无贡献

当 或 时：

对计算JS散度有贡献且不为常数，因此梯度不为零。

WGAN
JS散度

生成式对抗网络：



分析Pdata(x)与Pg(x) 不重叠或重叠部分可忽略的可能性有多大？

答：非常大！
原因：Pdata(x)与Pg(x)的支撑集（support）是高维空间中的低维流形
（manifold）时，Pdata(x)与Pg(x)重叠部分测度（measure）为0的概率为1。

流形（manifold）：是高维空间中曲线、曲面概念的拓广。二维空间中的曲线是一个一维流
形；三维空间中的一个曲面是一个二维流形。因为它的本质维度（intrinsic dimension）只有
2，一个点在这个二维流形上移动只有两个方向的自由度。

测度（measure）：高维空间中长度、面积、体积概念的拓广。

支撑集（support）：函数的非零部分子集。ReLU函数的支撑集就是零到正无穷，概率分布的
支撑集就是所有概率密度非零部分的集合。

WGAN
不重叠或重叠部分可忽略概率



当Pdata与Pg的支撑集是高维空间中的低维流形时：成立！

如果生成图片大小是32，那么它在一个32*32=1024维的高维空间中。生成图片的输入一般来
自低维（比如100）随机噪声，即使经过非线性映射，它的维度依然被限制在100维。所以生成
图片是高维（1024）空间中的低维（100）流形!

答2：P1(x)与P2(x)的支撑集（support）是高维空间中的低
维流形（manifold）时，P1(x)与P2(x)重叠部分测度
（measure）为0的概率为1。

Pdata与Pg重叠部分测度为0的概率为1：成立！

“撑不满”就会导致真实分布与生成分布难以“碰到面”，这很容易在二维空间中理解。
一方面，二维平面中随机取两条曲线，它们之间刚好存在重叠线段的概率为0。另一方面，虽
然它们很大可能会存在交叉点，但是相比于两条曲线而言，交叉点比曲线低一个维度，长度
（测度）为0，可以忽略。

WGAN
不重叠或重叠部分可忽略概率



WGAN

结论：

PG 和 Pdata 是高维空间的低维流形。判别器（近似）最优，最小化生成器的目标函数等价于最小
化真实分布Pdata与生成分布Pg与之间的JS散度，而由于真实分布Pdata与生成分布Pg几乎不可能
有不可忽略的重叠，所以无论它们相距多远，JS散度都是常数 。最终导致生成器的梯度（近似）
为0，造成梯度消失，造成GAN难以优化。

总结JS散度

GAN：真实数据分布Pdata和生成数据分布PG是高维
空间中的维度流形，它们重叠的区域可以忽略不计

能够提供梯度信息的数据可以忽略不计！

GAN优化困难！



WGAN

KL散度、JS散度：当两个分布距离较远、或重叠部分可忽略不计的时候，两个分布之间的JS散度
为常数，无法反应分布的远近，也就无法进行优化。

解决方案：找到一个距离度量，即使在两个分布距离较远、或重叠部分可忽略不计的时候，也能
充分反应两个分布的远近。

Wasserstein 距离

X



inf: 所有可能的下界

Wasserstein 距离：即使两个分布没有重叠或可忽略不计，Wasserstein距离仍然能够反映它
们的远近。

:P1 和P2 组合起来的所有可能的联合分布的集合

||x-y||：样本x和y的距离L1距离

WGAN
Wasserstein 距离

分布 C D

A 1 0

B 0 1

距离 C D

A 1 2

B 2 1

分布 C D

A 0 1

B 1 0

距离||x-y||

1

A B

C D

1

二维空间中的两个离散分布AB、CD  
如何求AB和CD的Wasserstein距离？

联合分布1 联合分布2

2 2 2

理解：把C全部移动到A，把B全部移动到D



WGAN

策略1 策略2

P1

P1

Wasserstein 距离



WGAN
Wasserstein 距离

Wasserstein 距离：

d

理解：在最优的路径规划γ下，把土堆从P1移动到P2所需的路径
Wasserstein 距离又称 Earth Mover's（推土机） 距离
可以理解为：把P1 这堆“沙土”移动到P2 处所需最短距离消耗。

P1 P2

两个离散分布P1、P2的Wasserstein 距离



距离 C D

A θ 1+ 2

B θ1+ 2

分布 C D

A 0.5 0

B 0 0.5

WGAN
Wasserstein 距离

KL散度：当两个分布重叠时为零，不重叠是为正无穷

JS散度：当两个分布重叠时为零，不重叠时为常数log2

Wasserstein距离W：即使两个分布没有重叠或可忽
略不计，Wasserstein距离仍然能够反映它们的远近。

优势：KL散度和JS散度是突变的，要么最大要么最小，Wasserstein距离却是平滑的。如果我
们用梯度下降法优化这个参数，前两者根本提供不了梯度，Wasserstein距离却可以。类似地，
在高维空间中如果两个分布不重叠或者重叠部分可忽略，则KL和JS既反映不了远近，也提供不
了梯度，但是Wasserstein却可以提供有意义的梯度。

1

theta

A B

C D



WGAN
Wasserstein 距离到损失

Wasserstein 距离：

inf （穷举所有可能，取下界）项无法直接求解！

Wasserstein 损失（Kantorovich-Rubinstein二元性）：

sup: 所有可能的上界

函数f的利普希茨（Lipschitz）常数 ||f||Lx小于K

Lipschitz连续：一个函数f(x)， 对于x任意小的波动，f的变化小于一个常数k。此时k成为函数f  
的Lipschitz常数。Lipschitz连续条件限制了一个连续函数的最大局部变动幅度。

f任意函数->神经网络！

期望->采样求和求平均！

SUP->近似等于最大化神经网络f！

WGAN损失：



WGAN

1x

x2

3x

11

12
w1

13
w1

1 1
z2 u 2

z2 u2

2    2

3 3

1 1
z3 y

2 2z3 y

3 3z3 y
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w1 w2
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w
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w1
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w2

23
w2
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31

w2

z 2 u 2 32

2
w33

3层全连接神经网络，每层3个节点 公式表示

根据链式法则求导发现，导数正比于权重，所以截断权重w可以使网络满足利普希茨连续

... ...

利普希茨连续-权重截断

权重截断：在每次优化判别器D之后，把D的权重的绝对值限制在某个范围。



GAN目标函数:

WGAN目标函数:

WGAN实现：

1.判别器最后一层去掉 sigmoid 激活函数：原始GAN中，最优的D是一个概率形式，属于
[0,1]，因此用sigmoid激活函数可以加速D的训练。WGAN中，D是任意满足利普斯次连续的
函数，因此不需要用Sigmoid激活。

GAN

2. 生成器G 和判别器D 的损失不取对数：根据Wasserstein距离的定义可知，不需要取对数。

3.每次更新判别器D 的参数之后，权重绝对值截断到不超过一个固定常数c：使得判别器D 满
足利普希茨连续。

4.不基于动量的优化算法（包括momentum和Adam），推荐RMSProp或者SGD：经验。

WGAN算法实现

WGAN



WGAN
WGAN算法流程图



WGAN
原始GAN v.s. WGAN

原始GAN梯度消失严重，WGAN仍然可以提供梯度



WGAN

上图：WGAN  
下图：DCGAN
结论：WGAN的视觉效果比DCGAN略胜一筹

上图：不用BN的 WGAN  
下图：不用BN的 DCGAN
结论：DCGAN完全崩溃，WGAN仍可以稳定
生成

实验结果



WGAN
W距离指示优化进度

原始GAN的损失函数无法指示：无论两个分布远近，JS散度都是常数。
WGAN损失可以指示训练进度：W距离可以表示两个分布的远近。
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WGAN-GP
回顾WGAN

WGAN目标函数:

Lipschitz连续：一个函数f(x)， 对于x任意小的波动，f的变化小于一个常数k。此时k成为函数f  
的Lipschitz常数。

权重截断：为了使得判别器D 满足Lipschitz连续，强制D 所有权重的绝对值小于一个常数c。



WGAN-GP

WGAN几乎所有参数都是正负0.01：
浪费神经网络的拟合能力。

缺陷1：权重二值化

判别器越好，分界面越抖，梯度绝对值越大，权
重绝对值越大，就有越多的权重被截断到边界。



缺陷2：梯度衰减、爆炸
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参数截断阈值
小：根据求导的链式法则，经过多层反向传播，梯度会变得非常小，造成梯度消失
大：根据求导的链式法则，经过多层反向传播，梯度会变得非常大，造成梯度爆炸
适中：实际中适中区域很小，给调参增加了难度

3层全连接神经网络，每层3个节点

WGAN-GP



WGAN-GP使用一个正则项来近似满足利普希茨连续条件：

WGAN-GP
梯度惩罚项

WGAN：梯度截断太“武断”，对于所有参数采取一刀切的方式。尽管满足了Lipschitz连续，
但是却“滥杀无辜”。如何让模型既满足Lipschitz限制，又更加“人性化”地学习参数。

WGAN-GP：把Lipschitz限制作为一个正则项加到Wasserstein损失上，在优化GAN损失的同
时，尽可能满足Lipschitz限制。

WGAN 目标函数

WGAN使用权重截断来近似满足利普希茨连续条件：



参数分布更加均匀！

WGAN-GP
梯度更加均匀



收敛速度显著高于WGAN！
但是仍然慢于DCGAN。

WGAN-GP
收敛速度更快



在各种配置下，WGAN-GP均能稳定发挥！
稳定性远远高于DCGAN！

WGAN-GP
对模型更鲁棒



在各种配置下，WGAN-GP均能稳定发挥！
稳定性远远高于DCGAN！

WGAN-GP
对模型更鲁棒



THANKS


